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概要
日本語で構築された事前学習言語モデルでは，

入力文を形態素解析器などを用いて単語に分割し
てからトークン分割を行うことが多い．しかし，
End-to-Endで学習を行う近年の事前学習言語モデル
において，人為性の高い単語分割を行うことはモデ
ルの効率性を下げる可能性がある．本研究では，異
なる単語分割システムから構築した日本語の事前学
習言語モデルが，下流の評価タスクの性能に及ぼす
影響について検証する．JGLUE ベンチマークによ
る評価の結果，単語分割システムを用いず構築した
言語モデルが，単語分割システムを用いて構築した
言語モデルより高い精度を示した．

1 はじめに
近年の自然言語処理では，Transformer [1]をベー

スとした大規模事前学習言語モデルが盛んに用いら
れる．BERT [2]を筆頭に，Transformerをベースとし
た多くのモデルが提案されている [3, 4, 5]．これら
のモデルは Wikipedia や Common Crawl など主に英
語のコーパスを用いて構築される．言語タスクで高
い性能を示すこれらのモデルは，日本語でも構築・
公開されるようになってきた．その一方で，英語で
提案・構築されたモデルをそのまま日本語に適用す
る際には，トークン分割での処理を変更することが
多い．例えば，BERTや ELECTRA [3]では，入力文
を半角スペースで単語に分割し，その後それぞれの
単語をトークン (サブワード)に分割する．しかし一
般的な日本語の文章では半角スペースで単語が分か
れていない．そのため日本語の大規模事前学習言語
モデルの構築時には，外部の形態素解析器などを用
いて単語分割を行うことが多い．
日本語の大規模事前学習言語モデルの構築例と

して，東北大学が公開している BERTモデル1）では
MeCab [6]を，早稲田大学が公開している RoBERTa
モデル2）では Juman++ [7, 8]を，リクルートが公開し
ている ELECTRAモデル3）では Sudachi [9]を用いて
いる．このように，単語分割に用いられるシステム
は多岐に渡っている．また，rinna社の RoBERTa4）で
は，RoBERTa [5]で提案・公開されているモデルと
同様に，入力文に単語分割を行わずサブワード分割
を行う．日本語で構築されたこれらのモデルを比較
する際には，モデルのアーキテクチャだけでなく，
用いられている単語分割の手法についても留意する
必要がある．この事象は日本語の言語モデル間の比
較を困難にしている．
さらに，日本語の言語モデルで用いられている単

語分割のシステムは，事前学習言語モデルにおける
単語分割が目的ではなく，文の意味処理や情報抽出
など，それぞれ目的を異にしている．言語モデルに
対して人為性の高い分割を加えることで，モデルの
効率が落ちている可能性がある．実際にニューラル
機械翻訳では，単語分割をせずに，統計的に一貫性
のある分割手法を用いることで精度が向上すること
が示されている [10]．近年主流の事前学習言語モデ
ルによる言語処理においても，目的に適したトーク
ン分割手法を選ぶ必要があり，従来の単語分割手法
に依らずにトークン分割を行うことが下流タスクで
の精度の向上につながる可能性がある．
本研究では，日本語において単語分割の手法が事
前学習言語モデルに与える影響について検証を行
う．具体的には，異なる単語分割の手法を用い，同
じコーパスから異なるトークナイザーを構築する．

1） https://huggingface.co/cl-tohoku/

bert-base-japanese-v2

2） https://huggingface.co/nlp-waseda/

roberta-base-japanese

3） https://huggingface.co/megagonlabs/

electra-base-japanese-discriminator

4） https://huggingface.co/rinna/japanese-roberta-base
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これらのトークナイザーから構築した事前学習言語
モデルについて，下流タスクにおける性能の比較を
行う．事前学習言語モデルにおいて，単語分割の手
法による下流タスクでの性能やサブワードを含めた
トークン分割の傾向の違いが明らかになることで，
日本語ドメインにおけるより活発な言語モデルの構
築が期待できる．

2 関連研究
本研究と同様に，サブワードを含めたトークン分

割システム (トークナイザー)が日本語 BERTモデル
に及ぼす影響を評価する取り組みが既になされてい
る [11]．この論文では，IPA辞書とMeCabを用いて
学習した BERT モデルとサブワードの語彙を固定
する．サブワードの語彙の再構築や事前学習は行わ
ず，単語分割の手法のみを入れ替え，下流タスクに
おける性能の比較を行っている．サブワードの語彙
やモデルの重みに変化がない環境では，単語分割手
法の違いによって下流タスクでの大きな性能の変化
はないことを示している．
汎用言語ドメインとは異なる専門用語が出現する

法律や医療，金融のドメインでは，各ドメインの文
書を用いて事前学習を行うことでそのドメインのタ
スクにおいてより高い性能を示す [12, 13, 14]．その
際，事前学習のコーパスだけでなくトークナイザー
を構築するコーパスもドメイン適合を行うことで，
より自然なトークン分割が可能になりモデルの性能
の向上にも寄与する [14]など，語彙のドメイン適合
も性能に影響を与える [15]ことが示されている．こ
のように，モデルのアーキテクチャだけでなくトー
クナイザーの構築方法も重要であることから，トー
クナイザーの構成要素の 1つである単語分割も重要
な要素と捉えることができる．

3 トークナイザーの構築
近年の事前学習言語モデルのトークン分割 (トー

クナイザーの適用)は次の手順で行う．まず単語分
割を行う場合には入力文を単語に分割する．その
後，それぞれの単語をトークン (サブワード)に分割
を行う．本節では，実験で適用するサブワード分割
と単語分割の手法についてそれぞれ述べる．

3.1 サブワード分割
Transformer をベースとした事前学習言語モデ

ルのトークン分割の手法としては，WordPiece [16]

表 1 比較を行う単語分割器．モデル名は，単語分割器ご
とに構築した言語モデルの呼称に用いる．Sudachiの辞書
は Coreを用いる．Unsegmentedは，単語分割をせずに入
力文に直接 SentencePieceを適用することを指す．
モデル名 システム 辞書 分割モード

MeCab-IPA MeCab IPA辞書 -
MeCab-Unidic MeCab Unidic -

Juman++ Juman++ - -
Sudachi-A Sudachi - A
Sudachi-B Sudachi - B
Sudachi-C Sudachi - C
GSDLUW GSD LUW - -

Unsegmented なし - -

と SentencePiece [10] の 2 種類に大きく分けるこ
とができる．本研究ではサブワード分割の実装
に，実装が公開されている SentencePieceを用いる．
SentencePiece ではスペースも他の文字と同様に扱
い，スペースを含めた一文に対してサブワードに分
割する．WordPieceと異なり，単語分割の前処理が
必要ないため，日本語でも単語分割器を用いずに
トークナイザーを構築できる．本研究では，単語分
割の手法の比較に加え，単語分割をせずに入力文に
直接 SentencePiece を適用する場合についても比較
を行う．

3.2 単語分割
単語分割を行うために，本研究では以下の 4種類
の手法を用いる．

• MeCab
• JUMAN++
• Sudachi
• UD Japanese GSD LUW5）[17]

これらはそれぞれ本来の役割や目的が異なるも
のの，本研究では以降「単語分割器」として統一し
た呼称にて扱うこととする．UD Japanese GSD LUW
は，Universal Dependencies (UD) Japaneseに基づいて
国語研長単位 (Long Unit Word, LUW) [18]の解析を
行うモデルである．UD Japanese GSD LUW の当該
バージョンはプレリリースであることに留意され
たい．
単語分割器によっては手法や辞書ごとに異なる単
語分割が行われる場合があるため，これについても
比較を行う．MeCabでは，システム辞書として IPA

5） https://github.com/megagonlabs/UD_Japanese-GSD/

releases/tag/r2.9-NE

― 895 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



表 2 構築したトークナイザーを用いたトークン分割の例．トークン分割の際，サブワード分割のために単語間に挿入さ
れたメタ文字" " (U+2581)は除去し，当該メタ文字のみで構成されたトークンも除去している．
モデル名 単語分割 トークン分割

MeCab-IPA ラテンアメリカ/諸国/から/の/外交/官/や/
研修生/を/養成/し/て/いる/。

ラテンアメリカ/諸国/から/の/外交/官/や/
研修/生/を/養成/し/て/いる/。

MeCab-Unidic ラテンアメリカ/諸国/から/の/外交/官/や/
研修/生/を/養成/し/て/いる/。

ラテンアメリカ/諸/国/から/の/外交/官/や/
研/修/生/を/養/成/し/て/いる/。

Juman++ ラテン/アメリカ/諸国/から/の/外交/官/や/
研修/生/を/養成/して/いる/。

ラテン/アメリカ/諸国/から/の/外交/官/や/
研修/生/を/養成/して/いる/。

Sudachi-A ラテン/アメリカ/諸国/から/の/外交/官/や/
研修/生/を/養成/し/て/いる/。

ラテン/アメリカ/諸国/から/の/外交/官/や/
研修/生/を/養/成/し/て/いる/。

Sudachi-B ラテン/アメリカ/諸国/から/の/外交官/や/
研修生/を/養成/し/て/いる/。

ラテン/アメリカ/諸国/から/の/外交官/や/
研修/生/を/養成/し/て/いる/。

Sudachi-C ラテンアメリカ/諸国/から/の/外交官/や/
研修生/を/養成/し/て/いる/。

ラテンアメリカ/諸国/から/の/外交官/や/
研修/生/を/養成/し/て/いる/。

GSDLUW ラテンアメリカ諸国/から/の/外交官/や/
研修生/を/養成し/ている/。

ラテンアメリカ/諸国/から/の/外交官/や/
研修/生/を/養成/し/ている/。

Unsegmented - ラテンアメリカ/諸国/からの/外交官/や/
研修/生/を/養成/している/。

辞書と UniDicが利用可能である．また，Sudachiで
は 3 つの異なる分割モード (A:UniDic 短単位相当，
C:固有表現相当，B:Aと Cの中間的な単位)を利用
できる6）．本研究では辞書や分割モードが異なるこ
れらの場合についても比較を行う．本研究で構築す
るトークナイザーの一覧を表 1に示す．上述した単
語分割器のバリエーションに加え，3.1節で述べた，
単語分割をせず入力文に SentencePieceをそのまま適
用するものについても表 1の最下部に Unsegmented
として記載している．

3.3 トークナイザーの振る舞いの比較
構築したトークナイザーを用い，同じ文について

単語分割を行った例を表 2に示す．この例では，単
語分割を行わない Unsegmentedでも他の単語分割器
と比べて大きく異なることなくトークン分割が行わ
れている．1文から生成されたトークン数は 11と最
も少なく，次に少なかったのは GSDLUWの 13トー
クンであった．入力文に直接 SentencePiece を適用
することで，単語分割器を適用した場合に比べてよ
り少ないトークン数で分割が行われていると考えら
れる．トークン数が多かったのは MeCab-Unidic (18
トークン)と Sudachi-A (17 トークン)であった．こ
れらの単語分割器による分割では，MeCab-Unidicで
15単語，Sudachi-Aで 16単語と単語分割の時点から
語数が多い．これはどちらも短単位 [19]にもとづい
ているために比較的短い語ごとに分割される事によ
ると考えられる．
6） https://github.com/WorksApplications/Sudachi/blob/v0.

7.0/README.md#分割モード

4 事前学習言語モデルの構築
事前学習モデルのアーキテクチャとして，本研究
では RoBERTa [5]を用いる．学習率は 1e-4，バッチ
サイズは 4,024，学習ステップ数は 12,000，Warm up
ステップ数は 640とする．学習速度向上のため，計
算精度は bfloat16とし，実装には DeepSpeed [20]を
活用する．その他のハイパーパラメータは文献 [5]
に記載されている baseモデルを参考とする．
学習を行うコーパスには日本語 Wikipedia 7）の

2022年 6月 1日の版から抽出した約 3,400万文を用
いる．モデルの最長入力長は 128とする．文献 [5]
と異なり，データセットには予めマスキングを
行う．

5 評価実験
前節で構築した事前学習 RoBERTaモデルに対し，
ファインチューニングによる評価実験を行い性能
を評価する．本研究では，JGLUE [21, 22]に含まれ
る JSTS，JNLI，JCommonsenseQAを用いて評価を行
う．JGLUEで公開されているデータとしては，これ
らの他に MARC-jaと JSQuADが存在するが，これ
らのタスクの入力長の最大値が 128を超えているこ
とから，上記の 3タスクに限定する．2023年 1月現
在，JGLUEでは学習データと評価データのみが公開
されており，テストデータが公開されていない．そ
のため，JGLUEにおける評価データを本研究ではテ
ストデータとし，JGLUEにおける学習データを本研

7） https://dumps.wikimedia.org/jawiki/

― 896 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).



表 3 評価実験のハイパーパラメータ
ハイパーパラメータ 値

学習率 {5e-6, 1e-5, 2e-5, 3e-5}
最大エポック数 10
バッチサイズ {16, 32}

最大入力長 128 (JSTS, JNLI),
64 (JCommonsenseQA)

Warmup Ratio 0.1

究では学習データと評価データに分ける．本研究で
使用する評価データのサンプル数は，テストデータ
(JGLUEにおける評価データ)と同数 8）とする．
評価実験で使用するハイパーパラメータを表 3に

示す．各エポックごとに評価を行い，最も精度が高
かったエポックを採用する．構築したそれぞれのモ
デルについて，異なる 10個のシード値を用いて実
験を行い，算出された 10個の結果について平均し
たものを報告する．

6 結果と考察
評価実験の結果を表 4に示す．評価実験を行った

3つのタスクの全てで評価指標は同じではないもの
の，比較のために 3つのタスクの結果の平均をとり，
右列に記載している．3つのタスクの平均精度が最
も高かったのは，入力文に直接 SentencePieceを適用
した Unsegmented のモデルとなった．Unsegmented
モデルでは JSTS や JNLI は他のモデルと精度は
大きく変わらなかったものの，JCommonsenseQA
(JCQA)において他のモデルより高い精度を示した．
JCommonsenseQA で精度の差が見られた理由とし
ては，学習データの数とタスクの難易度が考えら
れる．JCommonsenseQAは JSTSと JNLIに比べ学習
データ数が少なく，また常識 (Common Sense)を問
う問題であり，学習データのファインチューニング
のみによって適合することは他の 2つのタスクに比
べ困難である．そのため，事前学習を効率的に行う
ことができたモデルがより高い精度を示した可能性
がある．
単語分割を行ったモデルでは，3つのタスクごと

に性能差は存在したものの，平均して大きく性能差
が見られたモデルはなかった．大きな性能差が見ら
れなかった理由として，本研究で扱った下流タスク
が分類や類似度判定タスクのみであったことが考え
られる．単語の認識がより重要になると考えられる
8） 各サンプル数は https://github.com/yahoojapan/JGLUE/

tree/v1.1.0#tasksdatasetsを参照されたい

表 4 評価実験の結果．JCQAは JCommonsenseQAを表
す．評価指標は，JSTSでは Pearson，JNLI・JCQAでは

Accuracyを用いる．
モデル名 JSTS JNLI JCQA 平均

MeCab-IPA .851 .793 .625 .757
MeCab-Unidic .849 .796 .615 .753

Juman++ .855 .802 .605 .754
Sudachi-A .849 .805 .619 .758
Sudachi-B .850 .804 .620 .758
Sudachi-C .851 .800 .612 .754
GSDLUW .848 .802 .621 .757

Unsegmented .852 .804 .646 .768

固有表現抽出や構文解析のタスクでは，単語分割器
によって異なる傾向が見られる可能性がある．
本研究ではサブワード分割手法として Senten-

cePiece のみを用いたが，BERT や ELECTRA では
WordPieceが用いられている．異なるサブワード分
割手法を用いた際の下流タスクでの性能についての
検証は今後の課題である．また，本研究では入力長
の制限から評価を行うタスクが 3種類であった．よ
り精緻な比較を行うためには，評価タスクの種類を
増やすことも重要であると考えられる．

7 おわりに
本研究では，日本語の大規模事前学習言語モデル
において様々な単語分割器が用いられていること
を念頭に，単語分割器が下流タスクの性能に与え
る影響の比較を行った．単語分割器ごとに異なる
トークン分割の挙動を示すトークナイザーを構築
した．これらのトークナイザーを用いて事前学習言
語モデルを構築し，JGLUE ベンチマークを用いた
評価実験を行った．その結果，単語分割器を用いず
SentencePieceのみでトークナイザーを構築した言語
モデルが他の単語分割器を用いた言語モデルに比べ
て高い精度を示した．単語分割器を用いた言語モデ
ルの間で大きな精度の差は見られなかった．
単語分割器を用いずにトークン分割を行うこと
で，人間の直感とは異なる分割が行われる可能性が
ある．しかし，AlphaGo Zero [23]が人間を越え新し
い定石を生み出してきたように，言語処理において
も今までの単語分割を用いない分割手法が性能向上
をもたらすことが示唆された．本研究が日本語にお
ける最先端の事前学習言語モデルのさらなる活用に
つながることを期待する．
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